
12장. 변화하는 세상에서의 추론 (Inference in a Changing World) 

 

1. 세계의 상태가 법칙에 따라 지속적으로 변하는 경우 

ex) 스포츠 게임에서 상대 선수의 움직임 추적, 어두운 방에서 스위치를 찾을 때 내 손의 

움직임, 음성 정보나 청각 정보의 수집, 동물이 먹이를 찾을 때 등 

-> 생성 모델: 은닉 마르코프 모델(HMM: Hidden Markov Model) 

 

step1) 생성 모델 (Generative Model) 

수학을 단순하게 만들기 위해 시간을 이산화. (시간은 초 단위와 같은 일정한 단계로 흐

른다고 가정) t=정수이며, t=1에서 시작 

 

 

구조: 𝑠!는 시간 t에서의 세계 상태를, 𝑥!는 그 시점의 측정값을 나타냄. 

마르코프 속성(Markov Property): 현재 상태 𝑠!의 분포가 오직 바로 직전 상태인 𝑆!"#에

만 의존하고 그 이전의 상태에는 의존하지 않는다는 가정. 이를 1차 마르코프 과정이라

고 함. 

상태 전이 모델: 가장 간단한 모델. 상태가 시간 단계마다 고정된 값 𝛥만큼 증가한다고 

가정하면 𝑠$ = 𝑠$"# + 𝛥 여기에 가우시안 소음인 𝜎 를 더해준다. 

 

 

*이 장에서는 '자극(stimulus)' 대신 '세계 상태(world state)'라는 용어를 사용.  

자극=물리적으로 제시된 세계 상태가 이후 내부 소음에 의해 오염됨을 시사 

Step2) 추론(Inference) 

관찰자는 현재 상태 𝑠!를 과거의 측정값 𝑥#, 𝑥%, … , 𝑥!를 바탕으로 추론하려고 함.  



여기서 마르코프 성질(Markov property) 덕분에 계산이 단순해짐.  

즉, 현재 상태에 대한 사후분포(posterior)는 이전 상태에 대한 사후분포를 이용해 재귀적

으로 표현할 수 있음. 

 

 

 

(A) 단일 상태와 관측 

• 세계의 상태가 오직 현재 상태 𝑠!하나뿐이고, 이에 대응하는 측정값 𝑥!만 있다고 

가정. 

• 상태 𝑠!는 분포 𝑝(𝑠!)를 따르며, 이는 관찰자가 사용하는 사전분포(prior)이다. 

• 이 경우 사후분포는 단순히 베이즈 정리를 적용하면 된다. 

𝑝(𝑠! ∣ 𝑥!) ∝ 𝑝(𝑥! ∣ 𝑠!) 𝑝(𝑠!) 

(B) 이전 상태 추가 

• 이제 이전 상태 𝑠!"#를 모델에 추가하면 𝑠!"#는 분포 𝑝(𝑠!"#)를 따름. 

• 그러면 현재 상태 𝑠!의 사전분포는 직접 알 수 없고, 이전 상태를 적분해서 얻어

야 함. 

𝑝(𝑠!) = ∫ 𝑝(𝑠! ∣ 𝑠!"#) 𝑝(𝑠!"#) 𝑑𝑠!"# 

• 의의: 관찰자가 현재 상태에 대한 믿음을 이전 상태로부터 “예측(prediction)”하거

나 “외삽(extrapolation)”하는 과정임을 보여준다. 

 

(C) 전체 시계열 고려 

• 실제로는 관찰자가 단순한 사전분포가 아니라, 과거 모든 데이터 𝑥#, … , 𝑥!"#에 기

반한 사후분포를 가지고 있다. 



• 따라서 재귀식은 다음과 같이 됨 

𝑝(𝑠! ∣ 𝑥#, … , 𝑥!) ∝ 𝑝(𝑥! ∣ 𝑠!)∫ 𝑝(𝑠! ∣ 𝑠!"#) 𝑝(𝑠!"# ∣ 𝑥#, … , 𝑥!"#) 𝑑𝑠!"# 

 

즉, 현재 시점의 사후분포는 이전 시점의 사후분포와 상태 전이 모델을 이용해 예측한 

뒤, 새로운 관측값으로 업데이트하는 방식. 

 

 

 t = 1 (첫 번째 시점) 

• 노란색: 초기 사전분포 (prior) → 평균 𝜇&, 분산 𝜎&%. 

• 빨간색: 관측값 𝑥#에 대한 가능도 (likelihood). 

• 파란색: posterior → prior와 likelihood를 결합한 결과. 

 t = 2 (두 번째 시점) 

• 이전 시점의 posterior가 새로운 prior로 넘어옴 

• 이때 prior는 평균이 Δ만큼 이동하고, 분산이 σ_s^2만큼 넓어짐. 

• 새로운 관측값 𝑥%의 likelihood와 결합해 posterior를 다시 계산. 

 t = 3 (세 번째 시점) 

• 같은 과정 반복: posterior → prior로 이동하면서 Δ만큼 shift, noise 때문에 더 넓

어짐. 

• likelihood와 결합해 posterior를 얻음. 

 

 



예측 단계: 이전 상태에서 현재 상태를 추정 → 평균 이동, 분산 증가. 

갱신 단계: 새로운 관측값을 반영 → 평균이 관측값 쪽으로 당겨지고, 분산이 줄어듦.  

이 과정을 반복하면 시스템은 점점 더 안정적으로 상태를 추적할 수 있음. 

이는 곧 칼만 필터(Kalman filter)의 기본 원리와 동일. 

---------------------------------------------------------------------------------------------------- 

2. 변화가 불연속적인 시점에 발생하는 경우 (12.2) 

 

 

 

Step 1: 생성 모델 

• 가정: 𝑡 = 1부터 𝑡 = 𝑇까지 모든 시점이 동일한 확률로 변화점(change point)이 될 

수 있음. 

𝑝(𝑡change) =
1
𝑇
 

• 변화점이 𝑡change에서 발생한다는 의미는 다음과 같음: 

𝑠! = 𝑠prefor 𝑡 < 𝑡change 

𝑠! = 𝑠postfor 𝑡 ≥ 𝑡change 

여기서 𝑠pre와 𝑠post는 변화점 전후의 상태이며, 관찰자가 알고 있다고 가정. 

• 측정값들은 조건부 독립이고, 정규분포를 따른다고 가정: 

𝑝(𝑥 ∣ 𝑠) =8𝑝(
'

!(#

𝑥! ∣ 𝑠!) =8𝒩(
'

!(#

𝑥!; 𝑠! , 𝜎%) 



즉, 각 시점의 관측값은 해당 상태를 평균으로 하는 정규분포에서 발생. 

Step 2: 추론 (Inference) 

• 관심 있는 세계 상태는 변화점 시각 𝑡change이다. 

• 따라서 베이즈 관찰자는 측정값 시퀀스 𝑥가 주어졌을 때 변화점 시각에 대한 사

후분포를 계산한다. 

• 균일한 사전분포를 가정하면: 

𝑝(𝑡change ∣ 𝑥) ∝ 𝑝(𝑥 ∣ 𝑡change) 𝑝(𝑡change) ∝ 𝑝(𝑥 ∣ 𝑡change) 

• 다음으로 상태 𝑠에 대해 주변화(marginalization)를 수행한다: 

𝑝(𝑡change ∣ 𝑥) ∝;𝑝(𝑥 ∣ 𝑠) 𝑝(𝑠 ∣
)

𝑡change) 

핵심 요약 

• 변화점 전후로 상태가 달라지고, 관측값은 해당 상태를 평균으로 하는 정규분포에

서 발생한다. 

• 추론의 목표는 변화점 시각 𝑡change을 찾는 것. 

• 베이즈 정리를 적용하면, 사후분포는 관측값 시퀀스에 기반해 계산되며, 이는 상

태에 대한 주변화를 통해 얻어진다. 

변화점이 무작위로 발생하는 경우의 생성모델 

 

무작위 변화점 모델에서는 각 시점마다 변화가 발생할 확률 𝜀을 가정. 

변화점 벡터 𝐶는 가능한 모든 조합(총 2')을 고려해야 하며 사후분포는 관측값 𝑥와 변화

점 벡터 𝐶의 결합 확률로 계산. 



사전분포 𝑝(𝐶)는 변화점 개수에 따라 달라지며, 변화점이 많을수록 𝜀∣∣+∣∣항이 커짐. 

 

한편 현실세계의 실제 변화점은 단일/무작위 가정보다 더 복잡하게 발생.  

변화점 간 간격에 대한 사전분포가 필요하며 온라인 탐지(실시간 판단)가 중요 (->15장) 

  



13장 추론과 유용성의 결합( Combining inference with utility) 

 

기존 모델의 한계: 지금까지 우리는 지각적 의사결정을 관찰자가 세계 상태에 대한 사후 

확률을 계산한 뒤 진실에 가장 가까운 추정치를 내놓는 과정으로 모델링해 왔음. 

그러나 실제 생활에서 우리는 단순히 세계 상태를 추정하는 데 그치지 않고 보상이나 비

용으로 이어지는 결과를 초래하는 행동을 수행. 

 

베이지안 결정 이론: 최적의 행동은 단순히 확률이 높은 것을 고르는 게 아니라, 기대 유

용성(Expected Utility)을 최대화하는 것. 

Ex) 비 올 확률이 30%밖에 안 되더라도, 비에 젖었을 때의 손해(비용)가 우산을 들고 다

니는 번거로움보다 훨씬 크다면 우산을 챙기는 것이 베이지안 관점에서는 최적임. 

 

지각과 행동의 연결: 우리가 무언가를 보고 판단하는 '순수 지각' 조차도 실제로는 오차

를 최소화하려는 뇌의 숨겨진 비용 함수가 작동한 결과.  

 

실제 응용: 시각적 판단 실험, 물체에 손을 뻗는 운동 제어, 자신의 판단에 대한 확신(신

뢰 구간) 설정 등 실생활에서 인간이 얼마나 효율적으로 확률과 가치를 결합하는지 보여

줌. 

 

주관성: 중요한점은 결과에 부여하는 비용이나 유용성은 개인적 선호를 반영하며 본질적

으로 주관적이라는 것. 따라서 동일한 사후 확률을 가졌더라도 결과에 부여하는 수치적 

비용이 다르면 서로 반대의 선택을 할 수 있음. 

 



 

열쇠찾기 문제. 그림을 보면 열쇠가 공원에 있을 확률이 가장 높아도 주머니 뒤지는게 

쉬우므로 주머니를 먼저 뒤짐. 

 

베이지안 수색: 잃어버린 귀중품을 찾는 데 성공적으로 사용되었으며, 특히 바다에서 실

종된 선박을 찾는 데 흔히 쓰임. 핵잠수함 USS 스콜피온호나 에어프랑스 447편 수색이 

유명한 예. 수색 격자판의 각 칸에 사전 확률을 할당하고, 수색 비용(수심, 지형 등)을 고

려하여 최적 수색 위치를 계속 업데이트. 

 

유용성 함수 U(s, a): 상태 s와 행동 a의 함수로 정의됨. 보상은 양의 유용성, 비용은 음의 

유용성 

 

의사결정의 핵심: 기대 유용성 최대화 

• 기대 유용성(EU): 어떤 행동a을 했을 때 얻을 수 있는 가치(유용성, U)에 그 상황

(s)이 발생할 확률(사후 확률, p(s|x))을 곱하여 합산한 값. 

• 최적의 선택: 베이지안 결정 이론에 따르면, 에이전트는 가능한 모든 행동 중 기

대 유용성이 가장 높은 행동을 선택. 

• 유용성과 사전 확률: 이진 분류 과제에서 보상(유용성)의 차이는 사전 확률(Prior)

이 변하는 것과 수학적으로 동일한 방식으로 의사결정에 영향을 미침. 

 



2. "순수 지각"에 숨겨진 비용 함수 

우리가 단순히 정답을 맞히려고 하는 지각 과정 뒤에도 암묵적인 비용 함수가 작동하고 

있음. 

• 이산 과제(맞느냐 틀리느냐): 맞으면 1점, 틀리면 0점을 주는 '0-1 유용성 함수'를 

사용하며, 사후 확률의 최빈값(MAP)을 고르는 것이 최적 

• 연속 과제(수치 추정): 

o 제곱 오차를 최소화하려면 사후 확률의 평균을 선택해야 함. 

o 절대 오차를 최소화하려면 사후 확률의 중앙값을 선택하는 것이 최적. 

3. 최적 의사결정을 위한 조건과 한계 

• 정확한 사후 확률: 잘못된 가정을 바탕으로 한 확률(q(s|x))을 사용하면 장기적으로 

기대 유용성을 최대화할 수 없으며, 이는 경제적 손실(더치 북 논증)로 이어짐. 

• 현실의 복잡성: 행동의 결과가 확률적으로 나타나는 경우나, 보상이 커질수록 주

관적 만족도가 줄어드는 비선형성(한계 효용 체감) 등을 고려해야 함. 

• 결정 소음: 인간은 완벽한 계산기처럼 굴지 않으며, 이를 설명하기 위해 유용성이 

높은 쪽을 선택할 확률을 높게 잡는 소프트맥스(Softmax) 규칙을 도입. 

4. 베이지안 결정 이론의 실제 응용 

실험을 통해 인간이 불확실성과 보상을 얼마나 잘 결합하는지 확인한 것. 

• 시각 및 도달 운동: 사람들은 자신의 감각적 불확실성이나 신체적 운동 소음을 인

지하고, 보상과 벌금 구조에 맞춰 최적의 조준점을 유연하게 변경함. 

• 신뢰 구간: 보상 크기와 당첨 확률 사이의 트레이드오프를 활용하여, 피험자가 스

스로 자신의 판단이 얼마나 확실한지(신뢰도)를 구간 길이로 표현하도록 유도할 

수 있음. 

5. 유용성 함수 추론하기 

• 주관성: 유용성은 개인마다 다르기 때문에 관찰하기 어려움 

• 역 의사결정 이론: 피험자가 내린 수많은 선택 데이터를 바탕으로, 거꾸로 그 피

험자가 어떤 유용성 함수(비용 함수)를 최적화하고 있는지 수학적으로 찾아낼 수 

있음. 


